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sequential aliment method によって統一的に評価することが可能となる．

このような手法は，アクティビティパターンの生成過程を記述したりシミュ

レータのアクティビティパタン生成モデルに利用できる可能性がある．アク

ティビティを符号化して操作することで本来連続的な属性も扱いやすくする

ことが可能である．個々の属性の重みや各操作のコスト設定に関してはさま

ざまな設定が可能であり，より記述力の高い重み設定を工夫する余地もある

といえる．

3.2 行動モデル

3.2.1 離散選択モデル

(a) 効用と選択確率の定式化

効用の定式化

離散選択モデルでは，選択肢ごとに効用をある関数により与えた上で，選

択肢間の効用の比較によって選択結果が導出される．選択肢の効用は直接観

測することはできないが，効用は連続変数であり，かつ説明変数の線形和で

あると仮定する．効用関数は次となる．

Vin = β1x1in + β2x2in + · · · + βKxKin (3.120)

ここで，Vin は個人 nの選択肢 iに対する効用を示す．xkin は個人 nの選

択肢 iに対する k番目の説明変数，βkは k番目の未知パラメータを示す．交

通手段選択モデルの場合には，説明変数には所要時間・費用・乗り換え回数・

交通手段までのアクセス時間等の交通手段別特性と，移動目的・性別・年齢

等の個人ごとの移動・個人特性が用いられる．

説明変数 (xkin)の観測誤差や個人個人の重み付けパラメータ (βk)の差異

が実際は存在しており，式 (3.120)の効用関数は測定可能な内容による近似

に過ぎないと考えられる．そこで，真の効用関数は測定可能な効用と不可能

な効用による和で表す．測定不可能な効用を確率変数を用いて表現し，真の

効用関数は次となる．
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Uin = β1x1in + β2x2in + · · · + βKxKin + ϵin

= Vin + ϵin (3.121)

ここで，Vin は効用の確定部分 (測定可能な効用)を示し，ϵin は効用の不

確定部分 (効用の誤差項)を示す．Uinを確率効用 (random utility)という．

行動者の真の効用を知ることができないために効用を確率変数を用いて表現

している．効用の誤差項には次のような要因がある（北村ら (2002)[1]を参

考に一部追加）．

• 確定部分に含まれる変数以外の要因 (抜け落ちた変数)

• 確定部分を線形和とした関数形の誤差

• 属性の重み βk を個人間で均一とした誤差

• 説明変数の測定誤差

• 行動者の説明変数の認知誤差

選択確率の定式化

個人 nが選択肢 iを選択するときは，選択肢 iの効用 Uin が他の選択肢

の効用よりも大きいときであると考えられる．この選択確率 Pn(i) は，式

(3.121)を用いて，次のように表現できる．

Pn(i) = Pr[Uin ≥ Ujn, for∀j, j ̸= i] (3.122)

= Pr[Vin + ϵin ≥ Vjn + ϵjn, for∀j, j ̸= i]

これにより効用の誤差項の確率分布を特定化することで，選択確率 Pn(i)を

導出できる．

次に，選択可能な選択肢が 2つの場合 (2項選択問題)を例に，具体的に選

択確率を導出する．まず，2つの選択肢 i,jについて，式 (3.126)を変形する．
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Pn(i) = Pr[Uin ≥ Ujn]

= Pr[Vin + ϵin ≥ Vjn + ϵjn]

= Pr[ϵjn − ϵin ≥ Vin − Vjn] (3.123)

= Pr[ϵn ≥ Vin − Vjn]

= Fϵ(Vin − Vjn)

ここで，ϵn ≡ ϵjn − ϵin とし，Fϵ は ϵn の累積分布関数 (cumulative dis-

tribution function)である．選択確率の導出にあたっては，この誤差項の差

である ϵn に正規分布を仮定する場合とロジスティック分布を仮定する場合

がある．正規分布を仮定する場合はプロビットモデル (probit model)と呼ば

れる．前述の通り，効用の誤差項の要因には様々なものが含まるため，この

和の分布としては，中心極限定理により，正規分布を仮定するのが自然であ

る．この場合の選択確率は次となる．

Pn(i) = Φϵ(Vin − V jn)

=

∫ Vin−Vjn

−∞

1√
2πσ2

exp
[
−

1

2

( ϵ
σ

)2]
dϵ (3.124)

=

∫ Vin−Vjn
σ

−∞

1√
2π

exp
[
−

1

2
z2
]
dz

= Φ
(Vin − V jn

σ

)
ここで，σ は ϵn の標準偏差，Φは標準正規分布の累積分布関数を示す．こ

のように，プロビットモデルでは，選択確率が積分形が残るオープンフォー

ムとなり，計算負荷が高くなる．

対して，ロジスティック分布を仮定する場合は選択確率が積分形のないク

ローズドフォームとなる．これはロジットモデル (logit model)と呼ばれる．

この場合の選択確率は次となる．

Pn(i) =
1

1 + exp(−µ(Vin − Vjn))

=
exp(µVin)

exp(µVin) + exp(µVjn)
(3.125)
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ここで，µはスケールパラメータであり，ϵnのばらつきの程度を表し，標準

偏差に反比例する値を取る．なお，誤差項の差である ϵn にロジスティック

分布を仮定する場合は，誤差項にはガンベル分布を仮定する．

また，2項選択問題において，プロビットモデルもロジットモデルも選択

確率は図に表されるような S字型となっている．

これ以降の (b)～(g)では誤差項にガンベル分布を仮定したクローズドフォーム

の離散選択モデル，(h)～??では誤差項に正規分布を仮定したオープンフォー

ムの離散選択モデルを説明する．

(b) MNLモデル

MNLモデル (multinomial choice model(Luce(1959),McFadden(1973))

では，(a)で説明した 2項選択問題を一般化し，選択肢数を 3以上とした問

題を扱うことができる．この問題は次のように考えられる．選択肢 iの選択

確率は選択肢 i以外の中で最大の効用をもたらす選択肢よりも選択肢 iの効

用が大きい確率であり，定式化は次となる．

Pn(i) = Pr[Uin ≥ Ujn, for∀j, j ̸= i]

= Pr[Uin ≥ max
∀j,j ̸=i

Ujn] (3.126)

多項ロジットモデルでは，それぞれの選択肢の誤差項に，独立で同一な (iden-

tically and independently distributed; IID) ガンベル分布 (第 1 種極値分

布)を仮定している．ガンベル分布の分布形は次である．

＜累積分布関数＞

F (ϵ) = exp(− exp(−µ(ϵ− η))) (3.127)

＜確率密度関数＞

f(ϵ) = µ exp(−µ(ϵ− η)) exp(− exp(−µ(ϵ− η))) (3.128)

ここで，µ はガンベル分布のスケールパラメータであり，ϵn のばらつき

の程度を表す．ηは分布の位置 (最頻値)を表すロケーションパラメータであ

る．平均値は η+γ/µ(オイラー定数 γ ≃ 0.577)，分散は π2/6µ2である．
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ここでガンベル分布の 2つの性質を示す．性質 (1)は次である．ϵ1 と ϵ2

がパラメータ (η1, µ),(η2, µ)に従うとき，ϵ = ϵ1 − ϵ2は次のロジスティッ

ク分布に従う．

F (ϵ) =
1

1 + exp(µ(η2 − η1 − ϵ))
(3.129)

性質 (2)は次である．ϵ1, ϵ2, ..., ϵi, ..., ϵI がそれぞれパラメータ (ϵi, µ)を持

つ互いに独立なガンベル分布に従うとすると，ϵ1, ..., ϵIの最大値max(ϵ1, ..., ϵI)

もガンベル分布に従い，そのパラメータは次となる．( 1
µ

ln
I∑

i=1

exp (µηi), µ
)

(3.130)

これらの性質を用いて多項ロジットモデルの選択確率の導出を行う．

まず，ϵ1, ϵ2, ..., ϵI がそれぞれパラメータ (0,µ)を持つ互いに独立なガン

ベル分布に従うとすると，式 (3.126)のmax∀j,j ̸=i Ujn ≡ U∗
n は性質 (2)

より次のパラメータに従うガンベル分布となる．( 1
µ

ln
∑
j ̸=i

exp (µVjn), µ
)

(3.131)

ここで，U∗
n = V ∗

n + ϵ∗n とし，V
∗
n = 1

µ
ln
∑

j ̸=i exp (µVjn)とおく．こ

れにより，ϵ∗n はパラメータ (0, µ)を持つガンベル分布に従う．

これを式 (3.126)に代入し，性質 (1)を用いると，次のように式変形できる．

Pn(i) = Pr[Vin + ϵin ≥ V ∗
n + ϵ∗n]

= Pr[ϵ∗n − ϵin ≥ Vin − V ∗
n ]

=
1

1 + exp (µ(V ∗
n − V ∗

i n))

=
exp (µVin)

exp (µVin) + exp (µV ∗
n )

(3.132)

=
exp (µVin)

exp (µVin) + exp
(
ln
∑

j ̸=i exp (µVjn)
)

=
exp (µVin)∑
j exp (µVjn)
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これが多項ロジットモデルの選択確率となる．また，通常はスケールパラ

メータ µの値を 1とおく．

次に，ロジットモデルの IIA特性 (independence from irrelevant alterna-

tives)について説明する．IIAとは無関係な選択肢から選択確率が独立であ

ることである．例えば，2つの選択肢 i, j の選択確率の比は，Pin/Pjn =

exp (Vin − Vjn)と表すことができる．この比率は選択肢 i, j の効用の確

定部分にのみ影響を受けており，i, j 以外の選択肢からは影響を受けていな

い．これが IIA特性である．

IIA特性の長所としては，選択肢集合に含まれる全ての選択肢ではなく，そ

の部分集合を用いてモデルを推定してもパラメータ推定値にバイアスが生じ

ないことである．短所としては，類似した選択肢が存在し，選択肢間の誤差

項が独立であるという仮定が誤っていた場合に類似選択肢の選択確率が過大

評価されてしまうというものがある．この短所の説明にあたり，よく取り上

げられる例が赤バス―青バス問題である．効用の確定部分の和が全く車と赤

バスで同じだった場合に，その選択確率はどちらも 1/2である．そこに，赤

バスと全く同じ効用の確定部分をもつ青バスが導入された場合に，IIA特性

の下では選択確率は車 1/3，赤バス 1/3，青バス 1/3となる．青バスが導入

されてもバスの効用は変化しないため，選択確率が車 1/2，赤バス 1/4，青

バス 1/4となるのが直感的な答えである．このように，類似した選択肢が存

在する場合に，それらの選択確率が過大評価されるのは選択肢間の誤差項が

独立であると仮定しているためである．選択肢が類似している場合には，そ

の誤差項の間にも相関があると考えられ，選択肢間の誤差項の相関を考慮し

たモデルが必要となる．多項ロジットモデルの IIA特性を緩和したモデルの

説明を (c)～(g)では行う．また，選択肢間の誤差項の相関の考慮が必要な例

としては，交通手段選択問題におけるバスと鉄道の公共交通という相関，経

路選択問題における同じリンクを経路に含んでいることによる相関等がある．

(c) NLモデル

IIA 特性を緩和したモデルとして，まず，ネスティッドロジットモデル

(Nested Logit model:NL model(Ben-Akiva(1973))) を説明する．ここで

は，目的エリアと交通手段の組合せの選択問題を例に説明する (図 (c))．上位
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図 3.54 目的エリア・交通手段選択モデルのツリー図 (NL モデル型)

ネストである目的エリアの選択肢 dは｛中心市街地，郊外｝，下位ネストであ

る交通手段の選択肢 iは｛車，バス｝とする．選択肢は 1:(d =中心市街地，

i =車)，2:(中心市街地，バス)，3:(郊外，車)，4:(郊外，バス)の 4つとな

る．目的エリアごとの観測できない選択要因 (効用の誤差項)があるため，選

択肢 1と 2，選択肢 3と 4の下位ネストの中で誤差項の相関が生まれる．こ

れを定式化すると次となる．なお，ここでの説明では個人を表す nの添え字

は省略する．

Udi =Vd+Vi + Vdi + ϵd + ϵdi (3.133)

ここで，Udi は選択肢 diの組合せの効用，Vd, Vi は選択肢 d, iのそれぞれ

に特有の効用の確定部分，Vdi は d, iの組合せで決まる効用の確定部分とす

る．ϵd は選択肢 dに特有の効用の誤差項 (maxUdi がスケールパラメータ

µdを持つガンベル分布になるような分布に従うと仮定)とする．，ϵdiは d, i

の組合せで決まる効用の誤差項 (スケールパラメータ µをもつ互いに独立な

ガンベル分布に従うと仮定)とする．下位ネストの選択肢は誤差項として ϵd

を共通に持つこととなる．

次に，選択肢 diの選択確率 P (d, i)を導出する．選択確率は，条件つき

確率 P (i|d)と周辺確率 P (d)の積によって表す．

P (d, i) = P (i|d)P (d) (3.134)

また，周辺確率は次となる．
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P (d) = Pr
[
max

i
Udi ≥ max

i
Ud′i, d

′ ̸= d
]

= Pr
[
Vd + ϵd + max

i

(
Vi + Vdi + ϵdi

)
(3.135)

≥ Vd′ + ϵd′ + max
i

(
Vi + Vd′i + ϵd′i

)
, d′ ̸= d

]
ϵdiの分布の仮定より，maxi(Vi+Vdi+ ϵdi)もスケールパラメータµを

持つガンベル分布に従う．また，このガンベル分布のロケーションパラメー

タ V ′
d は，前述の性質より，V

′
d ≡ 1

µ
ln
∑

i exp (µ(Vi + Vdi))となる．V
′
d

はログサム変数と呼ばれる．ここで，式 (3.135)は次となる．

P (d) = Pr
[
Vd + V ′

d + ϵd + ϵ′d ≥ Vd′ + V ′
d′ + ϵd′ + ϵ′d′ , d

′ ̸= d
]

(3.136)

なお，ϵ′d は ϵ
′
d ≡ maxi(Vi + Vdi + ϵdi)− V ′

d とする．式 (3.136)は，効

用の確定部分として Vd + V ′
d，誤差項として ϵd + ϵd′ を与えた離散選択モ

デルの構造となっている．ここで，ϵdの仮定より，周辺確率は次の式で与え

られる．

P (d) =
exp(µd(Vd + V ′

d))∑
d′ exp(µd(Vd′ + V ′

d′))
(3.137)

次に，条件つき確率 P (m|d)(目的エリア dが決まった場合の交通手段 i

の選択確率)は，次となる．

P (m|d) = Pr
[
Udi ≥ Udi′ , i

′ ̸= i|d
]

(3.138)

= Pr
[
Vi + Vdi + ϵdi ≥ Vi′ + Vdi′ + ϵdi′ , i

′ ̸= i|d
]

下位ネストの中で目的エリア dは共通しており，Vdや ϵdは選択に影響を与

えない．ϵdiは IIDガンベル分布を仮定しており，条件つき確率 P (m|d)は
次となる．

P (i|d) =
exp(µ(Vi + Vdi))∑
i′ exp(µ(Vi′ + Vdi′))

(3.139)

式 (3.134)，式 (3.137)，式 (3.139)より，各選択肢の選択確率 P (d, i)は次

となる．
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P (d, i) = P (i|d)P (d)

=
exp(µ(Vi + V ′

di))∑
i′ exp(µ(Vi′ + V ′

di′))

exp(µd(Vd + V ′
d))∑

d′ exp(µd(Vd′ + V ′
d′))
(3.140)

式 (3.140)において，2つのスケールパラメータ µd と µを同時に定める

ことはできない．そこで，条件つき確率のスケールパラメータ µを 1とし，

周辺確率のスケールパラメータ µd を求めることが多い．ガンベル分布のス

ケールパラメータは分布のばらつきの程度を表しており，標準偏差に反比例

する値を取るため，µd/µは次式となる．

µd

µ
=

√
1

V ar(ϵd+ϵ′d)√
1

V ar(ϵdi)

=

√
V ar(ϵdi)

V ar(ϵd) + V ar(ϵdi)
≤ 1 (3.141)

ϵ′d の定義よりスケールパラメータは µであり，これは ϵdi と同じことを用

いている．これより，図 (c)の上位下位のネスト構造の仮定 (誤差項の相関構

造の仮定)が正しいのであれば，µd/µは 1以下でなければならない．

(d) GEVモデル

ここで，クローズドフォームの離散選択モデルの定式化について，一般的なモ

デルであるGEVモデル (General Extreme Value model, McFadden(1978))

を説明する．GEVファミリーのモデル（本項の (b)～(g)）はGEV理論から

導出でき，GEVファミリーと呼ばれる．

GEVモデルにおいて，選択肢集合 C = (1, · · · , i, · · · , n)の中から選
択肢 iを選ぶ選択確率 P (i|C)は次式で表される．

P (i|C) =
yi

∂G(y1,y2,··· ,yn)
∂yi

µG(y1, y2, · · · , yn)
(3.142)

yi = exp(Vi), (Ui = Vi + ϵi, i = 1, 2, · · · , n)

ここで，nは選択肢数，Gは µ-GEV関数である．µ-GEV関数は次の性質

を持つ微分可能な関数である．

1. G(y) ≥ 0 for all y ∈ RJ
+

2. G(y)は µ次の同次関数である．G(λy) = λµG(y), λ > 0

3. limyi→∞G(y1, · · · , yi, · · · , yn) = +∞, for each i = 1, · · · , n
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4. G(y)の混合偏導関数が存在し，かつ混合偏導関数は連続である．k階

偏導関数Dκ(y)は次が成立する．

(−1)kDκ(y) ≤ 0,∀y ∈ RJ
+ (3.143)

κ = (i1, · · · , ik), Dκ(y) =
∂kG

∂yi1 · · · ∂yik
(y)

これらの性質から式 (3.142)が選択確率を示すことは次のように証明される．

証明

関数 F を次のように定義する．

F (ϵ1, · · · , ϵj, · · · , ϵJ) = exp(−G(e−ϵ1 , · · · , e−ϵj , · · · , e−ϵJ ))(3.144)

関数 F が累積分布関数であり，ガンベル分布の多変量極値分布であることを

示す．性質 3より，関数 F は次の性質をもつ．

lim
ϵj→−∞

G = +∞ then lim
ϵj→−∞

F = 0 (3.145)

lim
{ϵj}→+∞

G = 0 then lim
{ϵj}→+∞

F = 1

負の極限が 0，正の極限が 1に一致しており，累積分布関数の性質を満たす．

次に関数Qk を次のように定義する．

Q1 = G1 =
∂G(y1, y2, · · · , yn)

∂y1
Qk = Qk−1Gk − ∂Qk−1/∂yk (3.146)

ここで，帰納的にQk が非負であることを示す．Qk−1 を非負とすると，G

の 1階微分であるGk は性質 4より非負であるため，Qk−1Gk は非負とな

る．∂Qk−1/∂yk を非正とする．このとき，∂Qk/∂yk+1 は次式となる．

∂Qk

∂yk+1

=
∂Qk−1

∂yk+1

Gk +Qk−1

∂Gk

∂yk+1

−
∂2Qk−1

∂yk∂yk+1

(3.147)

偏微分を行うたびに正負が入れ替わる性質 4より，∂Qk/∂yk+1は非正とな

る．以上より，Qk は非負となる．この結果を用いて，F の偏微分は非負で

あることを帰納的に示す．1階偏微分は次となる．
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∂F

∂ϵ1
= exp(−G(e−ϵ1 , · · · , e−ϵJ )) ·

∂

∂ϵ1
(−G(e−ϵ1 , · · · , e−ϵJ ))

= F · (−G1) · (−e−ϵ1) (3.148)

= e−ϵ1Q1F ≥ 0

(k − 1)階偏微分を次とする．

∂k−1F

∂ϵ1 · · · ∂ϵk−1

= e−ϵ1 · · · e−ϵk−1Qk−1F

k階偏微分は次式となる．

∂kF

∂ϵ1 · · · ∂ϵk
=

∂

∂ϵk

(
e−ϵ1 · · · e−ϵk−1Qk−1F

)
=
(
e−ϵ1 · · · e−ϵk−1

)(∂Qk−1

∂ϵk
F +Qk−1

∂F

∂ϵk

)
= e−ϵ1 · · · e−ϵkQkF ≥ 0 (3.149)

ここでは，式 (3.146)と式 (3.148)を用いている．よって，F の微分は単調

増加であり，かつ連続である．これらの性質から F は累積分布関数であると

いえる．次に，例えば，i以外の j について ϵj = +∞を与えたとき，F =

exp(−ai exp(−ϵi))となる (なお，ai = G(0, · · · , 0, i = 1, 0, · · · , 0))
．これは，スケールパラメータ µを 1，ロケーションパラメータ ηを 0とし

たときのガンベル分布と一致する．以上より，F は多変量極値分布である．

選択肢 jの効用をUj = Vj + ϵj としたときに，選択肢 iの選択確率P (i)

は次となる．
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P (i) =

∫ +∞

−∞

∂F (· · · ,−ϵ− Vi + Vi−1,−ϵ,−ϵ− Vi + Vi+1, · · · )
∂ϵi

dϵ

=

∫ +∞

−∞
e−ϵGi(· · · , e−ϵ−Vi+Vi−1 , e−ϵ, e−ϵ−Vi+Vi+1 , · · · ) ·

exp
(
−G(· · · , e−ϵ−Vi+Vi−1 , e−ϵ, e−ϵ−Vi+Vi+1 , · · · )

)
dϵ

=

∫ +∞

−∞
e−ϵGi(· · · , eVi−1 , eVi , eVi+1 , · · · ) ·

exp (−e−ϵe−ViG(· · · , eVi−1 , eVi , eVi+1 , · · · )dϵ

= eVi
Gi(· · · , eVi−1 , eVi , eVi+1 , · · · )
G(· · · , eVi−1 , eVi , eVi+1 , · · · )

(3.150)

式展開では，Gが同次関数であるという性質 2を用いている（µ = 1, λ =

e−ϵe−V1）．以上より，式 (3.150)は式 (3.142)に一致し，式 (3.142)が選択

確率を示すことが証明された．■

µ-GEV関数G(y)が次式で表されるとき，選択確率 P (i|C)はMNLモ

デル，NLモデルと一致する．

MNL : G(y) =
J∑

i=1

yµ
i

NL : G(y) =
D∑

d=1

( Ji∑
i=1

yµd

i

) µ

µd

(e) CNLモデル

IIA特性を緩和したモデルとして，次に，クロスネスティッドロジットモ

デル (Cross Nested Logit model:CNL model)を説明する．CNLモデルは，

選択肢のネストへの帰属度を設定できる．また，複数のネストに帰属するこ

とも可能である．この二つの点で NLモデルとは異なり，選択肢とネストの

関係を帰属度により構造化できることに特徴がある．

具体的に，交通手段の選択問題を例に説明する (図 3.55)．交通手段の選択

肢 iは｛私有車，バス，鉄道｝とする．上位ネストmを｛自動車，公共交通｝

とする．バスは自動車であるために私有車と誤差項の相関を持つ．また，バ

スは公共交通でもあるために鉄道とも誤差項の相関を持つ．そこで，バスは
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図 3.55 交通手段選択モデルのツリー図 (CNL モデル型)

自動車・公共交通の両方のネストに帰属すると考えられる．バスの自動車・

公共交通への帰属度はアロケーションパラメータ αim により表す．バスの

自動車への帰属度と公共交通への帰属度の和は 1となる．

次に，µ-GEV関数は次のように定式化される．

G(y1, · · · , yn) =
M∑

m=1

( n∑
j∈C

(α
1/µ
jm yj)

µm

) µ
µm

(3.151)

また，選択肢集合 C における選択肢 iの選択確率 P (i|C)は次となる．こ

こで，αim はアロケーションパラメータであり，選択肢 iのネストmへの

帰属度を表す．また，M はネスト数である．µm はネストmのスケールパ

ラメータ，µは選択肢 iのスケールパラメータであり，0 < µ ≤ µm とな

る (µm = 1とおくことが多い)．

P (i|C) =

M∑
m=1

(∑
j∈C α

µm/µ
jm eµmVj

) µ
µm

∑M
m′=1

(∑
j∈C α

µm′/µ
jn eµm′Vj

) ·
α

µm/µ
im eµmVi∑

j∈C α
µm/µ
jm eµmVj

(3.152)

また，ネストmの選択確率 Pm，ネストmが選択された上での選択肢 iの

条件つき選択確率 Pi|m は次となる．
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P (i|C) =
M∑

m=1

PmPi|m (3.153)

Pm =

(∑
j∈C α

µm/µ
jm eµmVj

) µ
µm

∑M
m′=1

(∑
j∈C α

µm′/µ
jn eµm′Vj

) (3.154)

Pi|m =
α

µm/µ
im eµmVi∑

j∈C α
µm/µ
jm eµmVj

(3.155)

アロケーションパラメータ αim は次の条件を満たす．

0 ≤ αim ≤ 1,
M∑
m

αim = 1,∀i (3.156)

αimは推定可能なパラメータであり，構造化を行うことが可能である．一方

で，予め αim を与えた上で，効用 Vi を推定するケースも多い．

(f) GNLモデル

GNLモデルは，CNLモデルや PCLモデル (Chu, 1989[2])の一般化モデ

ルとして開発されたモデルである．

まず，定式化の内容を示す．µ-GEV関数は次となる．

G(y1, y2, · · · , yn) =
∑
m

( ∑
i′∈Nm

(αi′myi′)
1/µm

)µm

(3.157)

ここで，Nm はネストm下にある選択肢の集合である．µm は，ネストm

のスケールパラメータであり，0 < µm ≤ 1である．αim は選択肢 iのネ

ストmへの帰属度を示すアロケーションパラメータである．なお，αim が

満たすべき条件は次となる．

αim ≥ 0,
∑
m

αim = 1

ここで，選択肢 iの選択確率 Pi は次となる．

Pi =

∑
m

(
(αime

Vi)1/µm

(∑
i′∈Nm

(αi′me
Vi′ )1/µm

)µm−1)
∑

m

(∑
i′∈Nm

(αi′meVi′ )1/µm

)µm
(3.158)
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また，選択確率は条件つき確率を用いて，次のように分解できる．

Pi =
∑
m

Pi|mPm (3.159)

Pm =

(∑
i′∈Nm

(αi′me
Vi′ )1/µm

)µm

∑
m

(∑
i′∈Nm

(αi′meVi′ )1/µm

)µm
(3.160)

Pi|m =
(αime

Vi)1/µm∑
i′∈Nm

(αimeVi)1/µm
(3.161)

直接弾力性と交差弾力性の説明．Discrete Choice Analysis. The MIT

Press, Cambridge, MA

∑
m PmPi|m

(
(1 − Pi) + ( 1

µm
− 1)(1 − Pi|m)

)
Pi

βXi (3.162)

−
(
Pi +

∑
m( 1

µm
)PmPi|mPi′|m

Pi′

)
βXi (3.163)

(g) network GEVモデル

Daly and Bierlaire(2006)では，network GEVモデルとして，選択肢間

の相関構造をネットワーク構造で表現することで，GEVモデルを開発でき

ることが示された [3]．GEVモデルを開発するには，µ-GEV関数のを満た

すことの証明が必要であったが，network GEVモデルを用いることで，こ

の証明が簡易化される．

まず，GEV-networkの説明を行う．GEV-networkの任意のノードにおい

て，GEVモデルが適用すれば，効用最大化理論と一致する．そのため，モ

デル内の潜在的な誤差項の相関を表現する GEV-networkをデザインするこ

とで GEVモデルを作ることができる．N をノードの集合，Aをリンクの

集合とし，G(N,A)を有限非空有向グラフとする．G(N,A)はネットワー

クであり，回路を含まないとする．また，リンク (i, j)は非負の associated

parameter αij をもつ．このネットワークをGEV-networkと呼ぶ．例えば，
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Root

Alternatives C

図 3.56 GEV-network の例

図 (g)はGEV-networkである．ここでは最下層は選択肢集合 Cである．ま

た，図 (g)は最上層のノードを 1つとして，シングルルートネットワークで

ある．

GEV-network内のノード vi ∈/C の G関数Gi は次となる．

Gi(yi) =
∑

vj∈S(vi)

αijG
j(y)

µi
µj (3.164)

関数Giは，GEV関数となる．これは，GEV関数の累乗の線型結合はGEV関

数であるという性質に基づいている．この詳細の照明は，Daly and Bierlaire(2006)[3]

を参照いただきたい．なお，S(vi)はノード vi の下層ネットワークに含ま

れるノードの集合を示す．以上のように，ネットワーク構造を設定すること

で，マルチクラスのネストによる GEVモデルを構築することができる．

(h) MNPモデル

次に，誤差項に正規分布を仮定する多項プロビットモデル (multinomial

probit; MNP)を説明する [4][5]．本節の冒頭で説明した通り，効用の誤差項

の要因には様々なものが含まれるため，中心極限定理より，誤差項には正規

分布を仮定するのが自然である．そのため，MNPモデルのほうが，GEVモ

デルに比べて，誤差項の仮定が緩いモデルである．

個人 nの選択肢 iのMNPモデルの効用項と誤差項は次となる．

Uin = Vin + ϵin, i = 1, . . . , I (3.165)

ϵn = (ϵ1n, ϵ2n, . . . , ϵIn) (3.166)

誤差項が平均 0，分散共分散行列がΩである多変量正規分布を与えたモデル

である．選択肢間の異分散性を自由に表現することができる．選択肢 iの選

択確率は次となる．
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P (i) =

∫ ϵi+Vi−ϵ1

ϵ1=−∞
· · ·
∫ ∞

ϵi=−∞
· · ·
∫ ϵi+Vi−ϵJ

ϵJ=−∞
ϕ(ϵ)dϵJ · · · ϵ1(3.167)

ϕ(ϵ) =
1

2π
I−1
2 | σ | 1

2

exp(−
1

2
ϵσ−1ϵ′) (3.168)

表現力は高いものの，選択肢数-1 の多重積分が必要であり，パラメータ推

定が煩雑である．MNP の推定方法は乱数近似によるシミュレーション法

やベイズ推定といった手法の導入により 3 10程度の選択肢数でも計算可能

となっている．推定法については，??推定法の節で詳細は説明する．また，

MACML(Maximum Approximate Composite Marginal Likelihood)[6][7]

は，多変量累積標準正規分布と合成周辺尤度を用いることで open-formの離

散選択モデルを簡単かつ高速で推定する手法である．この方法によれば，10

以上の選択肢の場合も計算可能とされている．

(i) MXL(MMNL)モデル

Mixed Logitモデルはプロビットモデルに代表される正規分布を誤差項に

仮定したモデルと，MNLモデルに代表されるガンベル分布を誤差項に仮定

したモデルを組み合わせたモデルである．MNLモデルを誤差項操作により，

変数の系列相関や分散を表現できるように拡張したモデルであるといえる．

正規分布を確率項に用いたモデルでは，選択確率式がクローズドフォームに

なり解析的に求めることができない問題があったが，計算機の性能の向上に

より，シミュレーション計算による確率分布からのサンプリングにより、計

算が実用的に可能となった．

Mixed Logitモデルの特徴は，母集団に対してパラメータを，確率分布に

より期待値と分散を用いて扱うことにより，母集団内でのばらつきを表現で

きることである．また，従前のモデルでは扱うことのできなかった誤差項の

相関や異分散性を自由に表現できることが利点として挙げられる．一方で，

多重積分を求めるためのシミュレーション近似計算は計算負荷が大きく，推

定に要するコストが大きいという点が指摘される．

モデルの概要を示す．Mixed Logitモデルでは個人 nが選択肢 iを選ぶ効

用関数は以下のように表される．

Uin = Vin + ηin + ϵin (3.169)
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Vin = βi +Xin (3.170)

ただし，Vin はパラメータ β，説明変数ベクトルX で表される効用の確定

項，ηは共分散行列Ωに従う確率分布に従う誤差項，ϵは IIDガンベル分布

に従う誤差項である．パラメータはパラメータ値が確率的に変動するランダ

ム係数として表され，ランダム係数がサンプル間の異質性を考慮した部分に

なる．Mixed Logitモデルでは，誤差項は正規分布に従う誤差項とガンベル

分布に従う誤差項 2つに分解される．そのうち前者は，誤差項の構造化やパ

ラメータごとの固有の誤差項への分割が可能である．

個人 nが選択肢 iを選択する選択確率Pinは，効用関数と確率分布に従う

ηin の値が与えられたとき、以下のようになる．

Pin(ηin) =
exp(Vin + ηin)∑
j exp(Vjn + ηjn)

(3.171)

ηinは確率分布であるため，分散共分散行列Ωに従う確率密度関数 f(ηin|Ω)

を用いて選択確率を求める．

Pin =

∫
exp(Vin + ηin)∑
j exp(Vjn + ηjn)

f(ηin|Ω)dηin (3.172)

推定するデータに対する尤度関数 LはMNLモデルなどと同様の形になる．

lnL =
N∑

n=1

J∑
i=1

δinPin (3.173)

ただし，δin は個人 nが選択肢 iを選択したとき 1をとる指示変数である．

Mixed Logitモデルでは，選択確率の導出式において積分系が残るため，解

析的に計算ができない．そのため，乱数計算によるシミュレーションアプロー

チによる選択確率の計算が必要となる．シミュレーション対数尤度 lnSLは

選択確率を用いて次式で表される．

lnSL =
1

R

R∑
r=1

N∑
n=1

J∑
i=1

δin lnPn(i) (3.174)

δin は，個人 nが選択肢 iを選択したとき 1，そうでないとき 0をとる指示

変数である．上記の尤度関数を最大化するようにパラメータを求め，ランダ

ム係数の期待値と標準偏差を得ることができる．
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3.2.2 離散・連続選択モデル

離散・連続選択モデルは，何を選択するかについて，それに関連する連続

量の選択結果に部分的に依存している場合に，離散選択と連続量の選択を相

互に関連づけてモデル化する必要がある，との考えに基づくモデルである．

大きく分けると，Tobin(1958)によるTobitモデルを基にしたモデル群と，

効用最大化理論に基づくモデル群がある．福田・力石 (2012) は，前者を誘

導型，後者を構造型のモデルとして両者の特性を整理し，政策評価のように

経済理論に整合的であることが求められる場合は構造型のうちキューンタッ

カー (Kuhn-Tucker, KT) 条件に基づくモデル，現象記述や不完全観測下で

の行動モデルには誘導型のモデルが望ましいとしている．

離散・連続選択モデルでは，離散選択モデルでは扱うことが難しい以下の

ような問題に適用できるモデルが提案されている．
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• 複数の選択肢のうち 1つ以上の選択肢の消費量が 0になるような場合

の消費者需要

• 複数の選択肢の中からいくつかの選択肢を選ぶ選択問題

• 複数の選択肢の中からいくつかの選択肢を選んでそれぞれにある資源
量を配分する問題

• y1がある閾値 cを超えた場合にのみ y1が観測されるという選択メカ

ニズムがある場合に，これを無視して単純な推定を行う場合に生じる

バイアス（選択バイアス）の補正

(a) 誘導型モデル

基本モデル：Tobitモデル

Tobin(1958)による Tobitモデルは，選択される場合とされない場合の説

明変数と目的変数の関係を表すプロビットモデルと，選択される場合の説明

変数と目的変数の量的な関係を表す回帰モデルを融合するモデルとして提案

された．モデルは次式により，yn > 0 のときに yn が観測され，yn ≤ 0

のときに観測されない状況を表し，打ち切り回帰モデルとも呼ばれる．

y∗
n = βxn + ϵn

yn =

y∗
n if y∗

n > 0

0 if y∗
n ≤ 0

(3.175)

ここで，y∗
n は個人 nにおける yの値，yn は個人 nにおける yの観測結

果，xn は個人 nの yに対する説明変数ベクトル，βは未知パラメータを示

す．Tobitモデルは 1変量のモデルだが，Amemiya(1974)は，これを多変量

に拡張したモデルを提案した．

Tobit(1958)のモデルの発展形として，Heckman(1974,1979)は選択され

るかどうかを決定する離散問題（yn1 とする）と選択される場合の観測量を

表す連続問題（yn2 とする）が異なる関数で表される場合のモデルを提案し

た．モデルは次式で表され，yn1 > 0 のとき yi2 が観測される．
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y∗
n1 = β1xn1 + ϵn1

y∗
n2 = β2xn2 + ϵn2

yi2 =

y∗
n2 if y∗n1 > 0

0 if y∗n1 ≤ 0

(3.176)

Amemiya(1985)はTobitモデルとそのバリエーションをTypeIからTypeV

に整理した．Heckman(1979)のモデルは TypeIIに該当する．TypeIIのモ

デルは離散問題と連続問題が異なる評価関数で表されることが特徴であり，

以降のモデルのベースとなっている．離散問題と連続問題は，それぞれの評

価関数の誤差項の相関により結びつけられる．2変量正規分布の共分散構造

を考慮した条件付き確率を用いて尤度関数を構築することで，相関を反映し

たパラメータを推定する．

拡張モデル

Tobitモデルの発展の方向性は，連立方程式の数を増やして扱える状況や

同時選択の数を増やす試みと，誤差関数の操作により計算性や柔軟性を高め

る試みに分けられる．前者の試みとしては，Tobitモデルの TypeIIIから V

への拡張，Fang(2008)による多肢選択問題への拡張などが挙げられる．

TypeVは，離散問題を表す 1つの式と，連続問題を表す 2つの式から成り，

離散問題の選択結果により連続問題の 2つの式のうちいずれを適用するかが

決まるモデルである．2つの式の間を行き来することから，内生的スイッチ

ング回帰モデル (Endogenous Switching Regression Model)とも呼ばれる．

Maddala(1983)では，以下のような定式化を行っている．

y∗
n1 = β1xn1 + ϵn1

y∗
n2 = β2xn2 + ϵn2

y∗
n3 = β3xn3 + ϵn3

yn1 =

1 if y∗
n1 > 0

0 if y∗
n1 ≤ 0

yn3 =

y∗
n3 if yn1 = 0

0 if yn1 = 1

(3.177)
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Fang(2008) は，これまで 2 変量に限定されていた Tobit 型のモデルを，

Orderd Probit モデルと組み合わせ，ベイズ推定手法を導入することによ

り多変量に拡張した BMOPT(Bayesian Multivariate Ordered Probit and

Tobit)モデルを提案している．定式化は以下のとおりである．

y∗
n1 = β1xn1 + ϵn1

y∗
n2 = β2xn2 + ϵn2

y∗
n3 = β3xn3 + ϵn3

y∗
n4 = β4xn4 + ϵn4

ynj =


0 if y∗

nj < α1

1 if α1 ≤ y∗
nj < α2

2 if y∗
nj > α2

, for j = 1, 2

yn3 =

y∗
n3 if yn1 = 1 or 2

0 if yn1 = 0

yn4 =

y∗
n4 if yn2 = 1 or 2

0 if yn2 = 0

(3.178)

α1 はOrderd ProbitモデルのCut pointを示し，Fang(2008)ではα1 =

Φ−1(1/3), α2 = −Φ−1(1/3) としている．

一方，誤差関数の操作により計算性を高め適用範囲を広げるモデルとして，

Lee(1983), Bhat and Eluru(2009)などが挙げられる．Lee(1983)は，多項

ロジットモデルを採用し，選択確率に対して正規分布の分布関数の逆関数を

とることにより，誤差分布を近似的に扱う方法を提案した．

さらに，Bhat and Eluru(2009)は，コピュラ関数を導入し，誤差関数の

分布を線形で対称とする 2変量正規分布の仮定を緩和し，非対称な分布をも

つ誤差関数にも対応できるモデルを提案した．コピュラ関数の特徴は，2変

量の相関関係を保持しつつ，相関の特徴を表す関数を複数の分布形を試した

上で設定できることにある．

(b) 構造型モデル

次に，効用最大化理論に基づくモデルについて概説する．
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個人 nが，I 個の異なる財（離散選択肢）について，式の資源制約の下で

効用が最大になるように各財の消費量 xi を選択すると仮定したとき，個人

nにおける直接効用関数 Un は式 3.179で表される．

Un = fn(z1n, z2n, . . . , zIn)∑I
i=1 pizin = En, ∀zin ≥ 0

(3.179)

pi は各財の価格，En は個人 nのもつ資源の総量とする．

各財の需要関数を導く方法として，間接効用関数を定義してロワの恒等式

を用いる方法と，KT条件を用いて最適化問題を解く方法が提案されている．

ロワの恒等式を用いる方法

ロワの恒等式を用いて間接効用関数から需要関数を導き出す方法は，効用

最大化理論に基づくモデルの初期から主流な手法としてDubin and McFad-

den(1984)をはじめ多くのモデルに採用されてきた．導出の手順として，ま

ず資源制約下で直接効用関数を最大化した結果，選択肢 iが選ばれたとして

得られる間接効用関数を，以下の式で表す．

Yin = Yin(pi, En, xin, sn, ϵin) (3.180)

xin は選択肢 i の観測される属性，sn は個人 n の社会経済属性，ϵin は非

観測特性とする．個人 n が間接効用関数が最大となる選択肢 i を選ぶと考

えると，選択確率は次式で表される．

Pin = Pr[Yin(pi, En, xin, sn, ϵin) > Yjn(pj, En, xjn, sn, ϵjn), j ∈ I, j ̸= i]

(3.181)

ここで，非観測特性 ϵin が加算型として間接効用関数に含まれると仮定する

と，間接効用関数は次式のように表される．

Yin = Yin(pi, En, xin, sn) + ϵin (3.182)

ϵin に i.i.d.ガンベル分布を仮定すると，確率 Pin は多項ロジットモデルに

より与えられる．

財 zi に対する需要関数は，間接効用関数にロワの恒等式を適用し，次式

のように表される.
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z∗in = −
∂Yin(pi, En, xin, sn, ϵin)/∂pi

∂Yin(pi, En, xin, sn, ϵin)/∂En

(3.183)

需要関数を求めるために間接効用関数 Yin を特定する必要があり，既往研

究において様々な提案がなされてきた．Dubin and McFadden(1984)では，

間接効用関数を次式のように設定し，

Yin = [αEn + βpi + γxin + θsn] exp(−ρpi) + ϵin (3.184)

これを用いて需要関数を式により以下のように導出している．

zin = −
β

α
+
ρ

α
(αEn + βpi + γxin + θsn) (3.185)

KT条件を用いる方法

次に，KT条件を用いる方法をWales and Woodland(1983)に基づき以下

に示す．

ラグランジュ関数は，複数の変数に 1つ以上の制約が課せられたときに，

関数の停留点を求めるために用いられる．式の最大化問題に対して，ラグラ

ンジュ関数を次式により定義する．

Lin = Uin(z) − λ

(
I∑

i=1

pizin − En

)
(3.186)

λ はラグランジュ乗数である．KT条件 (Kuhn and Tucker, 1951)は，式　

を解くための必要十分条件を示すものであり，次式で表される．

Uin(z) − λpi ≤ 0 ≤ zin, i = 1, . . . ,M

pTi zin − 1 ≤ 0 ≤ λ
(3.187)

Uin(x) は増加関数であるため，消費者は全ての収入を使うと考えられ，こ

の結果，λ は正となり，また少なくとも 1つの財は必ず消費される．この消

費される財を一般性を損なわずに１番めの財とすると，式 3.187から次の式

3.188のように置くことができる．

λ = U1n(z)/p1 (3.188)
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これらを用いると，効用最大化のための必要十分条件として式 3.189が導か

れる．

p1Uin(z) − piU1n(z) ≤ 0 ≤ zin, i = 2, . . . ,M,

pTi zin = 1
(3.189)

式 3.189 は次のように解釈できる．まず zin > 0 の場合は p1Uin(x) −
piU1n(x) = 0 となり，Uin(x)/U1n(x) = pi/p1となるため，財 i と財

1の間の限界代替比率は無差別関数上にあり，解は価格の比率（資源制約の

傾き）と等しくなる．一方，i が消費されない場合は，限界代替比率は価格

の比率より小さくなる．観測できない個人の選好の差を反映するために，個

人の選好がランダムに人口上に分布していると仮定し，式 3.190のように効

用関数にランダム項を導入する．

Uin(z, ϵin) = Vin(z) + ϵin, i = 1, . . . ,M, (3.190)

これを用いて式 3.189の Uin(z)を Vin(z) + ϵin に置き換えると，次式を

得る．

(p1ϵin − piϵ1n) + [p1Vin(z) − piV1n(z)] ≤ 0 ≤ zin, i = 2, . . . ,M,

pTi zin = 1

(3.191)

分析者には ϵin は観測できないため，ϵin の分布を仮定することにより，

式 3.191を用いて需要 zin の分布を計算する．ここでは，ϵin に平均 0，分

散 Σの多変量正規分布を仮定する．式 3.191の左辺は ϵin について線形な

ので，yin = p1ϵin − piϵ1n を定義し，平均 0で分散 Ω の多変量正規分布

に従うものとする．資源制約式 3.188を z の１要素を消去するのに用いるこ

とができるため，これを z1n に適用すると，式 3.191は次式のように表さ

れる．

yi − ȳi(ẑ) ≤ 0 ≤ zin, i = 2, . . . ,M,

ẑ = (z2, . . . , zM)
(3.192)

M 個の財すべてが消費されるとすると，密度関数として次式が得られる．
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yi = ȳi(ẑ),

f(ẑ) = ϕ(ŷ,Ω)abs[J(ẑ)],

ŷ = (y2, . . . , yM)

(3.193)

ϕ は正規分布の密度関数であり，J は y から z への変換に関するヤコブ行

列である．最初の 1財だけが消費される場合は，式 3.192におけるM − 1

個すべての財に関する条件は不等号となる．このため，z = 0となる場合の

確率は次式となる．

f(0) =

∫ ȳM

−∞
. . .

∫ ȳ2

−∞
ϕ(ŷ,Ω)dy2 . . . dyM (3.194)

以上を一般化し，消費される財の個数を K 個とすると，確率密度関数は次

式で表すことができる．

f(z2, . . . , zK , 0, . . . , 0) = (3.195)∫ ȳM

−∞
. . .

∫ ȳK+1

−∞
ϕ(y2, . . . , yK , yK+1, . . . , yM ,Ω) × abs[JK(x̂)]dyK+1 . . . dyM

JK は (zK+1, . . . , zM) = 0 のとき，(y2, . . . , yM) を (z2, . . . , zM) に

変換するためのヤコブ行列である．式3.196は (y2, . . . , yM)から (z2, . . . , zM)

への変換が 1対 1のとき有効となる．変換が 1対 1でない場合は，1対 1に

なるように範囲を分割して積分を行う必要がある．

M !/K!(M −K)! 個の可能な消費パターンと，これに対応する確率密度

関数が存在する．なお，z1 > 0 の仮定を置いているため，z1 = 0 の場合

は消費量が 0でない財を 1番めの財に置き換えることで密度関数を得る．

Wales and Woodland(1983)は以上の提案により，ロワの恒等式を用いた

場合には 1つの財しか選択できなかったのに対して，2つ以上の，かつ全て

ではない選択肢を，同時に選択して資源を配分するというモデルに，離散・

連続選択モデルを拡張した．

KT条件を用いる方法：MDCEVモデル

Bhat(2005,2008) は，以上のWales and Woodland(1983) のモデル，及

びこれを発展させた Kim et al. (2002)のモデルを受けて，ガンベル分布を

仮定したMultiple Discrete-Continuous Extreme Value (MDCEV) モデル
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を提案した．MDCEVモデルはロジットモデルの自然な拡張と見なすことが

でき，離散選択モデルにおいてロジットモデルから Nested logit model や

mixed logit model等への拡張を行う場合と同様な拡張を，離散・連続選択

モデルにおいて行うことが可能となった．MDCEVモデルは，ロジットモデ

ルと同様クローズドフォームのモデルであり，計算性が著しく高いことが特

徴である．同時に，ロジットモデルと同様，選択肢間の独立を仮定しており，

モデルの大きな制約となっている．

MDCEVモデルの導出過程を以下に示す．

MDCEVモデルでは，効用関数を次式で表す．

U(z) =
∑
i

γi

αi

[exp(βxi + ϵi)] ·
{(

zi

γi
+ 1

)αi

− 1

}
(3.196)

式中の exp(βxi+ϵi) は資源の消費が 0の点から 1ユニット消費する場合の

限界効用に相当する．xi は選択肢固有属性や個人属性などの説明変数，βは

パラメータである．ϵi は観測されない要因の影響を表す確率項である．αi，

γi はともに消費量の増加に伴う効用の低減を表すパラメータであり，さらに

γi は無差別曲線の位置及び端点解の有無を規定する．分析者から見ると，個

人は式　に示すランダム効用関数を，式　の資源制約の下で最大化する．

I∑
i=1

pizi = E (3.197)

この最適解を，Wales and Woodland(1983)の手法と同様に，ラグランジュ

関数を定義しKT条件を適用することにより求める．ラグランジュ関数は次

式で表される．

L =
∑
i

[exp(βxi + ϵi)](zi + γi)
αi − λ

[
I∑

i=1

zi − E

]
(3.198)

これに対する KT条件は次式となる．

[exp (βxi + εi)]αi

(
z∗i + γi

)αi−1 − λ = 0 if z∗i > 0, i = 1, . . . , I

[exp (βxi + εi)]αi

(
z∗i + γi

)αi−1 − λ < 0 if z∗i = 0, i = 1, . . . , I

(3.199)
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式 3.196の資源制約条件を用いて次数を減らし，必ず消費される財を 1番め

の財とすると，キューンタッカー条件は以下のように表される．

Vi + ϵi = V1 + ϵ1, if z∗i > 0, i = 2, . . . , I,

Vi + ϵi < V1 + ϵ1, if z∗i = 0, i = 2, . . . , I, where

Vi = βxi + lnαi + (lnαi − 1) ln(z∗i + γi), i = 1, . . . , I

(3.200)

ϵi について，standard extreme value distributionを仮定し，かつ zi から

独立で，選択肢間での相関のない分布であることを仮定する．このとき，I

個の選択肢の中からM 個を選び，それぞれに z2 から zM の資源を配分す

る場合の選択確率は，次式で表される．

P (z∗2 , z
∗
3 , . . . , z

∗
M , 0, 0, . . . , 0)|ϵ1

=


 M∏

j=2

g(V1 − Vj + ϵ1)

 |J |

×


I∏

s=M+1

G(V1 − Vs + ϵ1)

(3.201)

g は standard extreme value density function，G は standard extreme

value distributionとし，J は次式の要素をもつヤコビアンとする．

Jjh =
∂[V1 − Vj+1 + ϵ1]

∂z∗h+1

, i, h = 1, 2, . . . ,M − 1 (3.202)

式 3.196に変形を加え，最終的に次式を得る．

P (z∗1 , z
∗
2 , z

∗
3 , . . . , z

∗
M , 0, 0, . . . , 0) = M∏

j=1

(
1 − αj

z∗j + γj

) M∑
j=1

(
z∗j + γj

1 − αj

)
 ∏M

j=1 e
Vj(∑I

k=1 e
Vk

)M
 (M − 1)!(3.203)

M = 1 の場合，式 3.203は通常のMNLモデルとなる．また，2つの選択

肢がありそのうち 1つが必ず消費される場合を考えると，式 3.203は Dubin

and McFadden(1984)をはじめとする single discrete-continuous modelと

同形となる．
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先述したように，i.i.d.ガンベル分布の仮定は大きな制約となることから，

MNLの拡張と同様の拡張が Bhatらによって提案されている．

まず，不等分散性や誤差相関への対応を考慮したモデルとして，mixed

MDCEV(MMDCEV) modelが提案された (Bhat,2005)．MMDCEVモデ

ルでは，誤差項 ϵi が，次の 3つの独立項に分割される．最初の項 ζi は，選

択肢間での i.i.d.ガンベル分布を仮定した分布である．2つめの項 η′wi は，

誤差項のスケールパラメータの選択肢間での差異を推定するもので，wi は I

次の列ベクトルで各行が選択肢を表す．η は平均 0の正規分布であり，各要

素が ω2
i の分散をもつ．ω は多変量正規分布である η の分散共分散行列を

特徴づける真のパラメータのベクトルである．3つめの項 µ′xi は，選択肢

間の観測されない効用要素に関する相関の生成メカニズムを表す．xi は H

次の列ベクトルであり，各行は，共通の非観測要素をもつ選択肢のグループ

h を表す．i が所属するグループに該当する行は 1をとり，他の行は 0をと

る．ベクトル µ は H 次であり，独立した正規分布で各要素が σ2
h の分散を

もつ．σ は µ の分散共分散行列を特徴づけるパラメータのベクトルである．

このとき，選択確率は次式で表される．

P (z∗2 , z
∗
3 , . . . , z

∗
M , 0, 0, . . . , 0) =∫

η

∫
µ

 M∏
j=1

(
1 − αj

z∗j + γj

) M∑
j=1

(
z∗j + γj

1 − αj

)
 ∏M

j=1 e
Vj+η′wj+µ′xj(∑I

k=1 e
Vk+η′wk+µ′xk

)M


(M − 1)!dF (µ|σ)dF (η|ω) (3.204)

F は多変量累積正規分布である．

この他，代表的な拡張モデルとして，multiple discrete-continuous nested

extreme value (MDCNEV) model (Pinjari and Bhat, 2010)，及びこれをさ

らに一般化したGEV型 (multiple discrete-continuous generalized extreme

value (MDCGEV) model , Pinjari, 2011) などが提案されている．

Wales and Woodland(1983)は，KT条件を用いたモデルと Tobit型のモ

デルを比較し，確率項の扱いに違いがあることを指摘している．KT条件を

用いたモデルの場合は，個人ごとの需要は効用関数の制約条件付き最大化に

より得られ，1つ以上の選択肢の消費量が 0の場合を含んでおり，また不確
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実性は効用関数のパラメータが人口に対してランダムに分布していると仮定

することにより導出される．一方，Tobit型のモデルでは，各個人が同じ効

用関数をもつと仮定し，個人の観測消費量は，効用を最大化する消費量と打

ち切り型の分布をもつランダム項の和で表される．観測消費量が 1つ以上の

選択肢に対するゼロ消費を含むことは，打ち切り型分布によって可能になっ

ている．

(c) 推定法

誘導型モデルの推定法

完全情報最尤推定法（FIML: full information maximum-likelihood）

完全情報推定法 (FIML法)は，基本的な原理は通常の最尤推定法と同じで

あり，欠損のあるデータについても欠損のない部分の情報を利用して，最尤

推定値を求める手法である．

Heckman(1974)は, TypeIIの Tobitモデルにおいて 2項正規分布を仮定

した FIML法を提案し，この手法が以降のモデルでの推定法の基本形になっ

ている．多変量正規分布の条件付き分布の性質，つまり，(
a1

a2

)
∼ N

((
µ1

µ2

)
,

(
Σ11 Σ12

Σ21 Σ22

))
(3.205)

のとき

a1|a2 = b ∼ N
(
µ1 + Σ12Σ

−1
22 (b− µ2),Σ11 − Σ12Σ

−1
22 Σt

12

)
(3.206)

を利用して，尤度関数 L は式　のように表される．
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L=
∏

n:yn2≤0

Pr(yn2 ≤ 0) ×
∏

n:yn2>0

[Pr(yn1|yn2 > 0)Pr(yn2 > 0)]

=
∏

n:yn2≤0

Pr(yn2 ≤ 0) ×
∏

n:yn2>0

[Pr(yn2 > 0|yn1)Pr(yn1)]

=
∏

n:yn2≤0

[1 − Φ(β2xn2)] × (3.207)

∏
n:yn2>0

[
Φ

(
1√

1 − ρ2

{
β2xn2 +

ρ

σ1

(yn1 − β1xn1)

})

×
1

σ1

ϕ

(
yn1 − β1xn1

σ1

)]
(3.208)

この尤度関数を最大にするパラメータの値をシミュレーション法などにより

推定する．

Lee(1983)では，同じ FIML法の枠組みを用いて，正規分布でない分布を

正規分布に近似する手法を用いることで，正規分布の仮定を緩和している．

二段階推定法

Heckman(1979)の二段階推定法は，負荷の大きい最尤推定の計算が難し

かった時代に提案され，広く用いられてきた推定法である．これは，式 3.208

において，y2 > 0 (つまり y1 が観測されている)という条件下での y1 の

期待値を次式で表現できることを利用する．

E(yn1|yn2 > 0) = E(β1xn1|yn2 > 0) + E(ϵn1|yn2 > 0)

= β1xn1 + E(ϵn1|ϵn2 > −β2xn2)

= β1xn1 + (ρσ1)
ϕ(β2xn2)

Φ(β2xn2)
(3.209)

具体的な手順を以下に示す．

ステップ 1

「y1n が観測されるかされないか」をダミー変数化して，式　を用い

て β2 の推定値　を計算し，この推定値を用いて式　により擬似的な

説明変数 λ̃n を計算する．　

λ̃n =
ϕ(β2xn2)

Φ(β2xn2)
(3.210)
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ステップ 2

y1n が観測されている対象者について，式　を最小化する最小二乗推

定を行い，β1 と (ρσ1) を推定する．

N∑
n:yn2>0

(
yn1 − β1xn1 + (ρσ1)λ̃n

)2
(3.211)

構造型モデルの推定法

ロワの恒等式を用いるモデル

完全情報最尤推定法（FIML: full information maximum-likelihood）

選択肢数の少ない場合には，FIML法による同時推定が適用できる．この

方法では，誤差項　 ϵi が正規分布に従うことを仮定する．

選択性修正法

より幅広い適用範囲をもつ手法として，選択性修正法が用いられる．三輪

ら (2008)に基づき選択性修正法の推定方法を以下に示す．選択性修正法で

は，まず η = 0 と仮定して間接効用関数を効用関数としたロジットモデル

を推定する．次に，代替案ごとの選択確率 Pi を算出し，代替案 i の需要関

数の誤差項のバイアスを式　のように修正し，最小二乗法を適用する．

η =
∑
j ̸=i

{
σ
√
6

π
ri

(
Pj lnPj

1 − Pj

+ lnPj

)}
+ ν (3.212)

σ は全母集団における η の標準偏差，rj は η と ϵj の相関係数，ν は選択結

果とは独立な誤差項である．上式の右辺第 1項は選択性修正項と呼ばれ，代替

案 i が選択されるという条件下での η の期待値を表す. また，σ
√
6rj = π

が需要関数内の選択性修正項に関する未知パラメータとして推定される．

この手法では，はじめに定義した間接効用関数においては同一であったは

ずの各未知パラメータが，離散選択モデルと需要関数とにおいて異なった値

に推定されるといった，理論上矛盾した結果が得られる．この問題に対処す

るため，三輪ら (2008)は，離散選択モデルと需要関数との未知パラメータ

を全てシェアし，全てのパラメータを同時推定する方法を提案している．選

択肢別標本抽出データを用いることへの対応として， WESML（weighted

exogenous sample maximum likelihood）法により未知パラメータおよび未
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知パラメータの分散共分散行列を推定する．このとき，対数尤度関数は以下

の式で表される．

lnL(θ)

=

N∑
n=1

w(Jn) {lnP (Jn|xn, θ) + ln f(xJn |xn, θ)}w(Jn) = Q(Jn)/H(Jn)(3.213)

N はサンプル数，Jn は個人 n により選ばれた選択肢，w(Jn) はその母集

団シェアとサンプル内シェアの比で表される重み，Q(Jn) はその母集団シェ

ア，H(Jn) はそのサンプル内シェア，xn は説明変数ベクトル，θ はパラ

メータベクトル，xJn は需要量，P (·) は選択確率を表す関数，f(·) は正規
確率密度関数である．また，WESML推定量 θ∗ の分散共分散行列 Σ は，重

み付けを行って得られた推定量の分散共分散行列 Λ と，得られた推定量 θ∗

を用いて重み付けを行わずに算出される分散共分散行列 Ω とを用いて，以

下のように計算される．

Σ =
1

N
Ω−1ΛΩ−1 (3.214)

KT条件を用いたモデル

KT 条件を用いたモデルでは，最尤推定法によりパラメータを推定する．

(1)で示した各財の選択確率を用いて尤度関数を定義する．

zに関するN 個のランダムな観測について，各観測は
∑M

K=1M !/K!(M−
K)! 個のパターンのうちただ 1つの密度関数に対応し，尤度関数は次式で表

される．

L(ẑ1, . . . , ẑN) =

N∏
n=1

f(ẑn) (3.215)

zn は z の n 番めの観測値を示す．効用関数 U(z, ϵ) のパラメータと共分

散行列 Σ は最尤推定法により推定できる．ただし多重積分を含むオープン

フォームの式であるため計算負荷は大きく，シミュレーション法などの適用

が必要となる．

MDCEVモデルは対数尤度関数がクローズドフォームで定義され，推定計

算が容易であることが特徴である．また，MDCEVモデルを mixed型に拡



参考文献 145

張したMMDCEVモデルの推定は，対数尤度関数を次式のように設定し，疑

似モンテカルロシミュレーションを適用して最尤推定法により行われる．

L(β, θ, γ, σ, ω) =

Q∑
q=1

[∫
η

∫
µ

 M∏
j=1

(
1 − αj

z∗j + γj

) M∑
j=1

(
z∗j + γj

1 − αj

)
 ∏M

j=1 e
Vj+η′wj+µ′xj(∑I

k=1 e
Vk+η′wk+µ′xk

)M
 (M − 1)!dF (µ|σ)dF (η|ω)

]
(3.216)
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3.2.3 推定法

モデルのパラメータの推定とは、ある仮定したモデルについて、未知の分

布を持つ母集団から抽出された標本データより、そのデータの属する母集団

分布の性質を推定することである。具体的には、仮定した理論モデルのパラ

メータを、観測した標本データに最も適合するように同定することである。

ここでは、パラメータ推定の各手法を取りあげる。

(a) 的中率による評価

モデルの適合度の評価指標の 1つとして、的中率がある。的中率は、個人

nの実際の選択結果が in、個人nに関して効用関数の確定項部分が最大とな

る選択肢として推定される選択結果が ynとすると、以下のように表される。

d(yn = in)

N
(3.217)

d(yn = in は、yn = in のとき 1をとる指示変数である。的中率は全サ

ンプルの中で、モデルにより選択結果と選択予測が何パーセント当たったか

を示すものである。

的中率は直感的でわかりやすい指標であるが、予測された選択結果が何パー

セントの確率で選択されると判断されたかという情報が抜け落ちてしまうた

め、モデルの評価指標として十分であるとはいえない。そこで、通常は後述

する尤度比を用いて、モデルで予測される選択確率を考慮してモデルの評価

を行う。
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(b) 尤度関数の設定

離散選択モデルの推定法の中で最も多く用いられる方法が最尤法である。

最尤法は得られた標本データについて、最も尤もらしい母集団を母集団の推

定値とするという考え方である。最尤法は観測データに対して尤度関数を設

定し、尤度関数を最適化することによって未知パラメータを決定する。

ここでは観測データは無作為に抽出されていると仮定する。モデルの推定

では、理論モデルが正しいという仮定の下で、観測データに対して最も適切

なパラメータ βの探索を行う。

離散選択モデルにおいては、サンプル全体の尤度Lは個々のサンプルのモ

デルによる理論的選択確率の積で表される。(McFadden, 1974[?])

L(β) =
N∏

n=1

J∏
i=1

Pn(i|β)din (3.218)

ただし、din は、個人 n が選択肢 i を選択したかどうかのダミー変数で

ある。

実際の計算においては確率の積は非常に小さな値をとるため、計算の便宜

上、対数尤度を用いることが多い。

lnL(β) =
N∑

n=1

J∑
i=1

din lnPn(i|β) (3.219)

尤度関数が大きいほど、モデルが推定で用いるデータについてあてはまり

が良く選択結果をより高い確率で予測できていることを表す。モデルのパラ

メータ推定では尤度関数が最大となるパラメータ βを求める。

(c) 尤度比

モデルの適合度を表す指標として、最大化した尤度による尤度比が用いら

れる。尤度比のベースとして、各選択肢の選択確率が等確率となる「無情報

モデル」を考える。効用関数が線形和で表される離散選択モデルの場合、全

てのパラメータが 0であるとき無情報モデルとなる。無情報モデルの尤度関

数の値を L(0)と表し、初期尤度と呼ぶ。無情報モデルは、各選択肢をラン

ダムに選ぶ「当てずっぽう」のモデルと考えることができ、無情報モデルに
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図 3.57 推定モデルの尤度比

　

比べて推定したモデルがどれだけ説明力が優れているかを表す指標が尤度比

である。

無情報モデルの一方で、全てのサンプルの実現選択肢を選択確率 1として完

全に当てるモデルを「完全情報モデル」と呼ぶ。完全情報モデルでは、対数尤

度 lnL(β)は 0となる。尤度関数を最大化するパラメータ βを β̂と表すと、

推定したモデルの最大尤度L(β̂)は完全情報モデルの対数尤度である 0から、

無情報モデルの対数尤度までの間のいずれかの値をとる。McFadden(1975)

は対数尤度の比を用いた適合指標を以下のように提案し、McFaddenの決定

係数と呼ばれる。

ρ2 =
lnL(β̂) − lnL(0)

ln 1 − lnL(0)
=

lnL(0) − lnL(β̂)

lnL(0)
(3.220)

なお、McFaddenの決定係数は説明変数を増やすほど増加してしまう欠点

がある。McFaddenの決定係数をそのまま用いると、パラメータ数を増やす

ほどモデルの説明力は増加すると解釈され、モデル間の比較などでは都合が

良くない。Ben-Akiva and Swait(1986)は、パラメータ数K について赤池

情報量規準 (AIC) − ln 2L(β̂) + 2K を用いて、自由度調整済み決定係数

ρ̄2 を提案している。

ρ̄2 =
lnL(0) − (lnL(β̂) −K)

lnL(0)
(3.221)
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(d) 最適化手法

最尤法では、最適化手法を用いて誘導関数の最大化を行う。

尤度関数Lはパラメータ βに関して大局的に凸であり、Lの導関数が 0に

なる解が、尤度が最大となるパラメータである。n次元のバラメータで表さ

れるモデルの尤度関数の最大化を一般化する。

max
β

L(β) (3.222)

β = (β1, β2, ..., βn) (3.223)

また、尤度関数を最大化するパラメータ βを β̂と表すこととする。

最適化の方法として、Newton-Raphson法、準ニュートン法 (BFGS法)、最急

降下法、2次導関数を用いたBerndt-Hall-Hall-Hausman(BHHH)法 (Berndt

et al., 1974[?])、また導関数が求められない場合でも適用可能なNelder-Mead

法 (Nelder and Mead, 1965[?])などがある。それぞれの数値解法は、収束の

早さやヘッセ行列計算の計算量などで一長一短がある。

関数の最適化アルゴリズムとして、以下の方法について紹介する。

• 最急降下法

• Newton-Raphson法

• BFGS法（準ニュートン法）

• BHHH法

• Nelder-Mead法

最急降下法

最急降下法は、目的関数の勾配ベクトルを用いて解を探索するアルゴリズ

ムである。勾配ベクトルの導出と、更新ステップ幅の決定を交互に繰り返す

ことにより、解へ近づけていく。

ステップ 1

初期解 β1 を決定する。
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ステップ 2

k回目ステップにおける探索方向 sk を決定する。

sk = −∇L(βk) (3.224)

ステップ 3

ステップ幅 αk を決定する。

max
α

L(βk − αksk) (3.225)

ステップ 4

βk を更新する.

βk+1 = βk − αksk) (3.226)

ステップ 5

βk が収束していなかったら、k = k + 1として Step2に戻って計算

を繰り返す。

最急降下法はアルゴリズムが単純であるが、解の収束が遅い欠点がある。

Newton-Raphson法

Newton-Raphson法は解を得ようとする定義域において目的関数が微分可

能なとき、偏微分値を用いて求解するアルゴリズムである。

ステップ 1

初期解 β1 を決定する。

ステップ 2

βk に関して尤度関数のヘッセ行列を求める。

∇2L(βk) = A =


∂2L
β2

1

∂2L
β1βn

: : :
∂2L
β1βn

∂2L
β2

n

 (3.227)
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ステップ 3

k回目ステップにおける探索方向 sk を決定する。

sk = −(∇2L(βk))
−1∇L(βk) (3.228)

ステップ 4

ステップ幅 αk を決定する。

max
α

L(βk − αksk) (3.229)

ステップ 5

βk を更新する.

βk+1 = βk − αksk) (3.230)

ステップ 6

βk が収束していなかったら、k = k + 1として Step2に戻って計算

を繰り返す。

BFGS法

BFGS法は 1970年に Broyden (1970)[?]、Fletcher (1970)[?]、Goldfarb

(1970)[?]、Shanno (1970)[?]によって提案され、4人の頭文字をとったアル

ゴリズムである。BFGS法は Newton-Raphson法において算出するヘッセ

行列を近似行列Bを導入して計算する手法である。ヘッセ行列の計算には多

くの計算量が必要であり、ヘッセ行列の計算を回避することにより探索を高

速化できる。

ステップ 1

初期解 β1 を決定し、行列Hk を単位行列としておく。

ステップ 2

ステップ幅 αk を決定する。

max
α

L(βk − αkHk∇L(βk)) (3.231)



152 参考文献

ステップ 3

βk を更新する.

βk+1 = βk − αkHk∇L(βk) (3.232)

ステップ 4

sk = βk + 1−βk、yk = ∇L(βk+1)−∇L(βk)として、行列H

を更新する。

Hk+1 =

[
I −

sky
T
k

sTk yk

]
Hk

[
I −

yks
T
k

sTk yk

]
+
sks

T
k

sTk yk
(3.233)

ステップ 5

βk が収束していなかったら、k = k + 1として Step2に戻って計算

を繰り返す。

最適化手法におけるシミュレーション計算

Mixed Logitモデルやプロビットモデルでは選択確率が積分式で表される

ため、シミュレーション法により数値計算を行い、選択確率及び尤度を繰り

返し計算により求める最適化手法が必要となる。例としてランダム計数モデ

ルを用いると、パラメータ βが分布 f(β|θ)にしたがう時、個人 nが選択肢
iを選択する確率は一般に以下のようになる。

Pn(i) =

∫ ∑J
j=1 exp(Vjn + ηjn)

exp(Vin + ηin)
f(β|θ)dβ (3.234)

上記の積分計算は、一般的に解析的に解くことが困難であり、シミュレー

ション計算によるアプローチでは、シミュレーションを用いて計算する選択

確率を SPn(i)とすると、計算の反復回数をR回とするとき、繰り返し計算

による試行の平均値をとってシミュレーション尤度とする。(Train, 2003[?])

SPn(i) =
1

R

R∑
r=1

Pn(i, βr) (3.235)

ただし、βr は確率分布 f(β|θ)から r回目にサンプリングされたパラメー
タ βを表す。
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図 3.58 擬似乱数を用いたサンプリングとハルトン数列を用いたサンプリングの比較（Bhat

(2001) より）

　

シミュレーション計算をより効率的に行う方法として、ハルトン数列によ

る擬似乱数を用いる方法 (Bhat, 2001[?])がある。ハルトン数列法は通常の

乱数の代わりに，分布範囲を均等に網羅しかつ相互に相関などを持たない数

列を準乱数として用いる方法である．ハルトン数列法は、ランダムドロー法

よりも効率よく分布範囲をカバーできる利点がある．

ハルトン数列は，ベースとなる素数を選び，(0,1)区間をその数で分割する

ことを繰り返すことにより得る．例えば、素数を 3とした場合，まず (0,1)

区間を 3分割する点に対応する数列 1/3，2/3が得られる。次に、分割した

(0,1/3)、(1/3,2/3)、(2/3,1)の 3つの区間について、それぞれ 3等分する点

を順番に加え、1/3，2/3，1/9，4/9，7/9，2/9，5/9，8/9が得られる。シミュ

レーション計算ではこの数列を (0,1)区間における準乱数列として用いる。

オープンフォームでない選択確率の計算方法として、EMアルゴリズムを

用いた方法 (Train, 2008[?])やラプラス関数近似 (Harding and Hausman,

2007[?])などがあり、サンプル数や導出パラメータの安定性などの議論がな

されている。(Cherchi, E. and Guevara, 2011[?])

(e) ベイズ推定法

ベイズ推定は事前情報とデータからパラメータ値の事後分布の事後分布を

更新する方法である。ベイズ推定は、極端にサンプル数が少なく最尤法で計

算が安定しない場合や、尤度関数が微分不可能な場合でも推定が可能である
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ことが特徴がある。また、長期あるいは複数時点に亘って交通行動を観測す

る場合、時間の変化に従って行動変化が生じることが考えられ、行動変化の

観測や新規データを用いたパラメータの更新にもベイズ推定は適用すること

ができる。

結果の導出は最尤法では推定結果がパラメータの値として求まるが、ベイ

ズ推定ではパラメータ値自体を確率変数と捉え、パラメータ値の分布の形が事

後分布として推定される。ベイズ推定では最尤法のような最適化計算を必要

としない。尤度関数に積分型の残るオープンフォーム型で表されるプロビッ

トモデルやMixed Logitモデルなどの数値解析的に尤度関数の最大化が難し

いモデルでは、計算負荷の大きな関数の最適化計算を回避できる利点は大き

い。パラメータの推定値を求める際には、通常は事後分布の母平均を推定結

果として用いる。

近年の交通・土木計画学分野のベイズ推定法の適用では、追従挙動モデルパ

ラメータの動的推定（葛西ら, 2012）、day-to-dayの交通量推定（Parry and

Martin, 2013）、渋滞定着確率モデル（武藤ら, 2010）、OD推定（山田・羽藤,

2010; Li, 2009; Hazelton, 2001; Maher, 1983）、個人・地域・集団間の異質

性を考慮したマルチレベルモデル（古谷・大田, 2010; 力石ら, 2009b）、高速

道路交通量の逐次モニタリング（力石, 2009a）、旅行速度推定モデル（Park

et al., 2010）、経路選択モデル（河本ら, 2009）、自動車保有-走行距離に関

する離散連続モデル（小林ら, 2009）、パーティクルフィルタによる位置推定

（薄井ら, 2009; 三谷・羽藤, 2009）、選択肢間の誤差相関を考慮した土地利用

モデル（和田ら, 2008）などがみられる。

事前分布と事後分布

ベイズ推定は個々のデータに推定において事前分布を仮定して、新たなデー

タごとに事前分布を更新して事後分布を求める手法である。事前分布とは標

本データを得る前のパラメータ分布の情報であり、経験的な数値や過去の分析

に基づいて決定される。事後分布とは標本データを得て更新されるパラメー

タ分布の情報である。ベイズ推定では事後分布の分布形を求めることを目的

とする。

行動モデルでは、パラメータを θとすると、尤度関数は各個人 nの選択結
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果 yn に対する選択確率 Pn(yn|θ)の積和で表される。

L(Y |θ) =
N∏

n=1

Pn(yn|θ) (3.236)

ただし、Y = {y1, y2, ..., yn}である。パラメータ θ に関しての事前分

布 π(θ)、データ Y が得られて更新されたパラメータ θに関しての分布（事

後分布）を π(θ|x)とすると、条件付き確率の乗法の法則より、以下が成り
立つ。

π(θ|Y )L(Y ) = L(Y |θ)π(θ) (3.237)

L(Y )は観測データ Y そのものについての周辺分布であり、次のように表

すことができる。

L(Y ) =

∫
L(Y |θ)π(θ)dθ (3.238)

このとき、式 bayes1を変形して、ベイズの定理（松原, 2010）が得られる。

π(θ|Y ) =
L(Y |θ)π(θ)

L(Y )
(3.239)

ベイズの定理は、事前分布と事後分布の関係を表す式であり、事後分布は

事前分布を尤度関数によって重み付けした分布であるといえる。L(Y )はパ

ラメータ θ に依存しない尤度関数 L(Y |θ)の正規化定数と捉えることがで
き、L(Y )が定数であることから、事前分布、事後分布、尤度関数の関係は

次のように表すことができる。

π(θ|yt) ∝ L(yt|θ)π(θ) (3.240)

このとき、事後分布 π(θ|yt)は t時点までのデータを用いて得られたパラ
メータ θの確信度であると見なせる。t+1時点では π(θ|yt)は事前分布と
なり、以下のように逐次パラメータを更新し、パラメータ θを用いたモニタ

リングを行うことができる。（力石, 2010）
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表 3.3 自然な共役事前分布の例

尤度 事前分布 事後分布

二項分布 ベータ分布 ベータ分布

多項分布 ディリクレ分布 ディリクレ分布

正規分布 正規分布（平均 µ、分散は固定） 正規分布

正規分布 正規分布（平均 µ、分散 σ2） ガンマ分布

π(θ|yt, yt+1) ∝ L(yt+1|θ)π(θ|yt) (3.241)

ベイズの定理を、観測データが入るごとに事後分布を計算するベイズ更新

として考えると、t時点の観測データ yt が得られたときの事後分布は

このとき、事後分布を解析的に求めるためには、解析的な積分計算が可能

となるように、事前分布と事後分布が同一の分布族となる確率分布を選ぶ必

要がある。このような性質を持つ分布を自然共役事前分布と呼ぶ。自然な共

役事前分布に関する尤度、事前分布、事後分布の関係を表 3.3に示す。

尤度分布、事前分布ともに正規分布を仮定するとき、事前分布を平均 µ0、

分散共分散行列 Sigma0 で表される正規分布、尤度関数を平均 µ1、分散共

分散行列 Sigma1 で表される正規分布とすると、ベイズ更新による事後分

布のパラメータ µ̂、Σ̂は以下のように表される。

µ̂ = Σ̂(Σ−1
0 µ0 + Σ−1

1 µ1) (3.242)

Σ̂ = (Σ−1
0 + Σ−1

1 )−1 (3.243)

自然な共役事前分布を用いたパラメータ推定例として、森地ら (1987)は非

集計モデルのパラメータの尤度と事前分布に正規分布を仮定して、集計デー

タと非集計の個人データを統合的に用いてパラメータ推定を行う方法を提案

している。さらに屋井ら (1993)は複数の自然な共役事前分布を用いてデータ

統合における推定について、比較を行っている。

ギブスサンプリング

事後分布の計算では積分計算が必要となり計算が解析的には困難であるた

め、マルコフ連鎖モンテカルロ法 (MCMC法)によるモンテカルロ計算が多

く用いられる。
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ギブスサンプリングは、パラメータ間の条件付き確率が既知の場合に適

用できるサンプリングアルゴリズムである。ギブスサンプリングは、多次

元のパラメータ θ = {θ1, θ2, ..., θk} について、条件付き分布確率にした
がって単一次元ごとにサンプリングを行う方法である。i番目のサンプルを

θ(i) = {θ(i)1 , θ
(i)
2 , ..., θ

(i)
k }とするとき、サンプリングは以下のように行う。

ステップ 1

初期値 θ(0) を設定する。i = 1とする。

ステップ 2

i番目のサンプリングにおいて、θ
(i)
j を条件付き確率分布からサンプリ

ングする。

θ
(i)
k ～f(θk|θ

(i)
1 , ..., θ

(i)
j−1, θ

(i−1)
j+1 , ..., θ

(i−1)
k ) (3.244)

ステップ 3

i = i+ 1として、ステップ 2から繰り返す。

メトロポリス・ヘイスティングス (MH)

MCMC法を用いた方法の代表例はメトロポリス・ヘイスティング（Metropolis-

Hastings, MH) アルゴリズムである。MH法では、分布から得られた提案サ

ンプリング値について採択確率を定義し、採択確率にしたがってサンプリン

グ値とするか否かを決定するアルゴリズムである。サンプリングは以下のよ

うに行う。

ステップ 1

初期値 θ(0) を設定する。i = 1とする。

ステップ 2

i番目のサンプリングにおいて、提案パラメータ θnew(i) を事前分布

f(θnew(i)|θ(i))からサンプリングする。

θnew(i)～f(θnew(i)|θ(i)) (3.245)
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ステップ 3

θnew(i) の採択確率 α(θ(i−1), θnew(i))を求める。

α(θ(i−1), θnew(i)) = min(1,
π(θnew(i))f(θ(i−1)|θnew(i))

π(θ(i−1))f(θnew(i)|θ(i−1))
)

(3.246)

ステップ 4

θ(i) を決定する

θ(i) =

{
θnew(i)　（確率αで）

θ(i−1)　（確率 1 − αで）
(3.247)

3.2.4 関係性のモデル

(a) 入れ子の構造が含まれるモデル

本節では，効用間の入れ子の構造が含まれるモデルについて定式化を行い，

構造の計算手法を紹介する．

効用間の入れ子の構造が含まれているモデルには，将来の効用を予測して

選択を行う動的離散選択モデル，集団との相互作用を表す社会的相互作用モ

デルが存在する．社会的相互作用モデルについては特定の個人から影響を受

けるローカルインタラクションモデル，集団全体から影響を受けるグローバ

ルインタラクションモデルの 2つに大別できる．

つまり，動的離散選択モデルは異時点間の関係性を含んだモデル，ローカ

ルインタラクションモデルは個人間の関係性を含んだモデル，グローバルイ

ンタラクションモデルは個人と集団の関係性を含んだモデルであると言える．

動的離散選択モデル

動的離散選択モデルは，従来の静的な離散選択モデルでは取り扱えな

い，異時点間の意思決定の変化を記述することができるモデルである．

静的離散選択モデルでは，潜在変数を効用関数の差で表すのに対し，

動的離散選択モデルでは価値関数の差で表す．ここでの価値関数とは、

Bellman方程式における価値関数を指し，期待将来効用と現在効用の

和として個人 iの価値関数は以下のように定義される．
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V (si,t) = max{Ui(a, si,t)+β

∫
V (si,t+1)dF (si,t+1 |a, si,t )}

(3.248)

この方程式は，将来の効用も含めた全期間を考慮した効用関数である∑
j

βjUi(a, si,t+j)を最大化するように選択を行う場合の，dynamic

programming(DP)問題における価値関数を，Bellmanの最適性原理

(Bellman,1957)により再帰的に表現した方程式である．この式では図

3.59のように将来の価値が入れ子の構造となって現在の価値関数に組

み込まれているのが特徴である．

　

図 3.59 動的離散選択モデルにおける入れ子の構造

　

ここで,Ui(a, si,t)は選択肢 aの効用関数，si,tは t期における状態変

数,dF (si,d+1 |α, si,d )}は各個人の将来の状態変数に対する信念を表
すマルコフ推移確率分布関数，βは価値関数の割引率である.

si,tのうち観測可能なものを xi,t,観測不可能なものを誤差項 εi,tとし,

誤差項に i.i.d extreme valueを仮定すると,選択肢別の価値関数は以下

のように表される.

v(a, xi,t)=u (a, xi,t)+εi,d(a)+β
∑

xi,t+1

V (xi,t+1)df(xi,t+1 |a, xi,t+1 )

(3.249)

ここで，v(α, xi,d)は選択肢別価値関数，u (a, xi,d)は選択肢別効用

関数，
∑
V df は t+ 1期に得られる価値関数の期待値である．
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この時，各選択肢の選択確率は静的多項ロジットモデルと同様に，以

下の式で記述できる．

P (a|xi,d, θ) =
exp(v(a, xi,d))
J∑

j=1

exp(v(j, xi,d))

(3.250)

また，誤差項と推移確率の確率密度関数において、条件付き独立性を

仮定すると，V が一意に定まり，この関数が Bellman方程式の唯一解

となる．

ローカルインタラクションモデル

社会的相互作用のうち，ローカルインタラクションモデルは特定の個

人から受ける影響を考慮していたモデルである．モデルの形は様々で

あるが，一般的には個人 iが受ける効用の式は以下のような式で表さ

れる．

Ui = αi + βiXi +
∑
j ̸=i

γjyj + εi (3.251)

ここで，αは定数項，Xiは外生的な説明変数ベクトル，εiは効用の誤

差項である．yj は iが影響を受けている特定の個人 j の影響を表し，

選択確率が入る場合や直接 jの効用の確定項 Vj が入るような場合も存

在する．

このモデルは以下の図 3.60のような，iが j に影響を与え，j が iに

影響を受けているという，効用同士が相互に入れ子になっている構造

を持っていることが大きな特徴である．

グローバルインタラクションモデル

グローバルインタラクションは，個人が集団全体から影響を受けている

と仮定したモデルである．ローカルインタラクションとは異なり，集
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図 3.60 ローカルインタラクションモデルにおける入れ子の構造

　

団全体の影響の平均を社会的作用として受けている．一般的には以下

のような式で表される．

Ui = αi + βiXi + γi

∑
j

yj

N
+ εi (3.252)

N は集団の人数を表す．つまり，この式は自分を含む集団全体から受

ける効果を平均したものを社会的作用として受けているということに

なる．このモデルにおける入れ子の構造は図 3.61のようになる．母集

団の数N が小さいほど個人の行動が集団に与える影響が大きくなる．

　

図 3.61 グローバルインタラクションモデルにおける入れ子の構造

　

(b) 計算手法

これまで述べたモデルには効用が入れ子の形で含まれており，通常の最尤

推定法では解くことができない．この構造を解く手法として構造推定を用い

る．構造推定アプローチは，個人が特定の経済理論モデルの中で最適化行動

をとっているという前提の下で，その経済理論を特定化するパラメータを推定
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する手法である．代表的な計算手法として，NFXP法，2段階推定法，NPL

法の 3つを紹介する．

なお，以下では 2個人間のローカルインタラクションモデルを仮定する．

個人 i ∈ {A,B}がサービスmを利用するか利用しないかの 2つの選択肢

が与えられている場合，選択する場合の効用Uim を以下のように定式化し，

推定を行うものとする．

Uim = αxm + βizim − λy−im + εim (3.253)

上式において，xmはmの両個人にとって共通の魅力度を表す変数ベクト

ルで，zim は個人によって異なる市場の魅力度を表す変数ベクトルである．

また，y−im は相手の選択結果を表すダミー変数である．

NFXP法

NFXP法 (Nested Fixed Point Method,Rust,1987)は，繰り返し計算

により不動点問題を解くことで入れ子となっている変数を特定し，そ

のもとでパラメータを更新するという操作をパラメータの値が収束す

るまで繰り返す手法である．

NFXP法の計算プロセスを図 3.62に示す．NFXP法は以下の 4つの

プロセスからなる．

ステップ 0:初期化

パラメータの初期値θ(0) = {α(0)
m ，β

(0)
im，γ

(0)}，個人 i ∈ {A,B}
がサービスmを利用する確率 pim の初期値 p

(0)
im を与える．

ステップ 1:入れ子変数の更新

パラメータ θ(n)，選択確率 p
(k)
im の下で，選択確率 p

(k+1)
im を以

下のように更新する．

p
(k+1)
im = Φ(α(n)

m xm + β
(n)
im zim + γ(n)p

(k)
−im) (3.254)

ただし，Φは誤差項の確率分布関数である．
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図 3.62 NFXP 法の計算プロセス

　

ステップ 2:収束判定 1

p
(k)
im と p

(k+1)
im を比較し，誤差が十分小さければ次のステップに

進む．具体的には閾値を εとして以下の式を満たせばよい．

∥∥∥p(k+1)
im − p

(k)
im

∥∥∥ < εp (3.255)

上の不等式を満たさない場合は，STEP1に戻り計算を繰り返す．

この繰り返し計算は，以下の不動点問題を解いていることと同義

である．

p∗im = Φ(α(n)
m xm + β

(n)
im zim + γ(n)p∗−im) (3.256)

ステップ 3:パラメータの更新

ステップ 2までに求めた選択確率の不動点 p∗im および実際の選

択結果 yim を用いて尤度関数は以下のように定義できる．
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lnL =
∑
m

∑
i∈{A,B}

{yim ln(p∗im) + (1 − yim) ln(1 − p∗im)}

(3.257)

この尤度関数を最大化させるようなパラメータθ(n+1) = {α(n+1)
m

，β
(n+1)
im ，γ(n+1)}を求める．

ステップ 4:収束判定 2

θ(n)と θ(n+1)を比較し，誤差が十分小さければ計算を終了する．

∥∥∥θ(n+1) − θ(n)
∥∥∥ < εθ (3.258)

CCP法

CCP法 (Conditional Choice Probabilities Method, Hotz, V. J., and

R. A. Miller, 1993)は，入れ子の変数を先に決定してしまうことによっ

て不動点問題を解くことを避けた計算手法である．計算プロセスを以

下の図 3.63に示す．

1:

2:

　

図 3.63 CCP 法の計算プロセス

　

具体的には以下の 2つのステップからなる．

ステップ 1:入れ子変数の生成

初めに，入れ子となっている選択確率 p
(1)
im を観測済み変数 xm，

zimにより求める．この時，回帰式としてノンパラメトリック回

帰を用いることが望ましいが，計算に非常に時間がかかるため，

場合によってパラメトリックな回帰や，それら 2つを組み合わせ

たセミパラメトリック回帰を用いることもある．
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ステップ 2:パラメータ推定

ステップ 1で生成した p
(1)
im を元に選択確率を以下のように定義

する．

p
(2)
im = αmxm + βimzim + γimp

(1)
−im (3.259)

この時，対数尤度関数は以下のように定義できる．この対数尤度

を最大化させるパラメータを求める．

lnL =
∑
m

∑
i∈{A,B}

{yim ln(p
(2)
im) + (1 − yim) ln(1 − p

(2)
im)}

(3.260)

NPL法

NPL 法 (Nested Pseudo-Likelihood Algorithm,Aguirregabiria and

Mira,2002)は，疑似最尤推定法とも呼ばれ，内生変数を固定した状態

における尤度 (疑似尤度)を最大化するようなパラメータを求め，内生

変数を更新する操作を収束するまで繰り返す計算手法である．NPL法

の計算プロセスを図 3.64に示す．

NPL法は主に以下の 4つのステップからなる．

ステップ 0:初期化

個人 i ∈ {A,B}がサービスmを利用する確率 pim の初期値

p
(0)
imを与える．初期値には一般的に実際の選択結果を与えること

が多い．

ステップ 1:疑似尤度の計算

選択確率 p
(n)
im の下での企業 iの選択確率 pim は，誤差項の確率

分布関数Φを用いて以下のように定義される．

pim = Φ(αmxm + βimzim + γp
(n)
−im) (3.261)
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図 3.64 NPL 法の計算プロセス

　

従って，この時の対数尤度関数 (疑似対数尤度)の値は以下のよう

に定義される．

lnL =
∑
m

∑
i∈{A,B}

{yim ln(pim) + (1 − yim) ln(1 − pim)}

(3.262)

ステップ 2:疑似尤度の最大化

ステップ 1で定義した疑似尤度を最大化させるようなパラメータ

α(n)
m ，β

(n)
im，γ

(n) を最適化計算により推定する．

ステップ 3:入れ子変数の更新

ステップ 2で得られたパラメータ及び p
(n)
im から，新しい選択確

率 p
(n+1)
im を以下の式より計算する．

p
(n+1)
im = Φ(α(n)

m xm + β
(n)
im zim + γ(n)p

(n)
−im) (3.263)

ステップ 4:収束判定
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p
(n)
im と新しく出た選択確率 p

(n+1)
im を比較し，誤差が十分小さけ

ればそこで処理を終了する．

∥∥∥p(n+1)
im − p

(n)
im

∥∥∥ < ε (3.264)

すなわち，閾値を εと置いた時，上式が成り立てば十分収束した

とみなし，処理を終了する．

一方誤差が閾値より大きい場合には，p
(n+1)
im を新しい選択確率

とし，ステップ 1～ステップ 4を繰り返す．
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3.3 ネットワークモデル

3.3.1 利用者均衡配分

(a) 利用者均衡配分の基礎概念

効率的な道路政策を進めるために道路投資の効果をいかに評価するかとい

うことが重要になってきている.そのためには道路整備前と後で交通量や、そ

の旅行時間を推計することが必要となってくる.また従前は交通量の再現や予

測にその焦点が当てられていたが、近年はマルチモーダル、TDM、ITS施策

といったソフト施策の評価が重要となってきている.そこで利用者均衡配分


